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Der Einsatz von Machine Learning in der Materialmikroskopie — etwa zur

Segmentierung von Geflgebildern,

dem Detektieren von Defekten und

Inhomogenitaten oder der Vorhersage von Materialeigenschaften — bietet grof3es
Potential fir Automatisierung und Reproduzierbarkeit bei der Quantitativen

Gefligeanalyse.

1 Einfiihrung

Immer hoéher auflésende bildgebende Verfahren,
wachsende Datensatze und zunehmende Rechen-
leistung fordern der Quantitativen Gefiigeanalyse
(QGA) immer mehr ab, erlauben aber gleichzeitig
eine immer effizientere Quantifizierung von Gefl-
gen und Feingeometrien. Zur Untersuchung kom-
plex aufgebauter oder auch inhomogener Geflige
helfen intelligente Bildverarbeitungsansatze. Die
genutzten Verfahren in der klassischen QGA -
meist Variationen manueller oder adaptiver
Schwellwertsegmentierung — scheitern oft bei der
Differenzierung optisch ahnlicher Phasen im Mate-
rial. Machine Learning (ML) zur Segmentierung und
Klassifikation bestimmter Gefligetypen, der Defek-
tanalyse, sowie der Vorhersage von Materialeigen-
schaften aus Gefiigebildern bietet hier hohes Po-
tential. ML kann helfen Auswertungen zu automati-
sieren und reproduzierbar zu gestalten, die Robust-
heit gegen Storeinfliisse wie etwa Shading erhéhen
oder Auswertungen, an denen klassische Verfahren
scheitern, Uberhaupt erst ermdglichen.

Pradiktion von Eigenschaften Segme"ﬁ?f""ﬂ

Abb. 1 Ubersicht iiber mégliche Anwendungen von ML in
der Materialmikroskopie. Die Verarbeitung groBer Daten-
mengen ist in den meisten Féllen ein begleitendes
Thema.

An den Beispielen von Stahl, Sintermaterialien, Li-
lonen-Batterien sowie Magneten wird der Einsatz
von ML in diesem Beitrag dargestellt. Spezifisch zur

Ermittlung der Stahlharte trainierte Modelle ermog-
lichen die Hartebestimmung aus dem Geflige. Au-
Rerdem wird ML fur die Qualitadtsbewertung grofifor-
matiger prismatischer Li-lonen Batterien ange-
wandt. Anhand der Magnetmaterialien wird aufge-
zeigt wie die sog. korrelative Mikroskopie in Kombi-
nation mit Machine Learning eine zuverlassigere
Segmentierung von Gefiigebildern mit optisch ahn-
lichen Phasen ermdglicht.

2 Robuste  Multiphasensegmentierung  als
Klassifikationsproblem

Die Segmentierung einzelner Phasen in einem Ge-
fugebild ist ein essentieller Schritt bei der Quantita-
tiven Gefluigeanalyse und muss daher so genau und
reproduzierbar wie moglich sein. Manuelle Verfah-
ren sind hierbei sehr anfallig gegentiber Nutzerein-
fluss sowie fur jegliche Schwankungen wahrend der
Aufnahme (wie etwa Unterschiede in Helligkeit und
Kontrast). Adaptive Schwellwertverfahren sind hier
deutlich robuster, liefern aber spatestens bei Sha-
ding-Effekten — also einer inhomogenen Ausleuch-
tung im Bild — keine korrekten Ergebnisse mehr, da
sich die Grauwertintensitdten der verschiedenen
Phasen im Bild Uber den Bildausschnitt hinweg
nicht mehr korrekt differenzieren lassen. Auch Pha-
sen, welche sich im Bild sehr ahnlich darstellen,
also sehr dhnliche Grauwertverteilungen oder nur
sehr geringe farbliche Unterschiede aufweisen (vgl.
Abb. 2), lassen sich so kaum segmentieren. Ein Lo-
sungsansatz, der im Hinblick auf derartige Storein-
flisse deutlicher robuster ist, ist eine ML-basierte pi-
xelweise Klassifikation zur Segmentierung der Bil-
der (wie beispielsweise in [1] schon fur die Anwen-
dung Li-lonen Zellen beschrieben). Auch fir her-
ausfordernde Geflige reicht es hier oftmals aus le-
diglich die drei Farbkanale aus RGB-Bildern als
Merkmale zur Klassifikation zu verwenden. Es sind
also nicht immer komplexe Modelle wie Convolutio-
nal Neural Networks nétig, obwohl auch diese sich
mittlerweile mit einer moderaten Menge an Trai-
ningsbeispielen trainieren lassen. [2]

DGaO-Proceedings 2018 — http.//www.dgao-proceedings.de — ISSN: 1614-8436 — urn:nbn:de:0287-2018-B038-5

eingegangen: 20.07.2018

veroffentlicht: 23.07.2018



Abb. 2 Multiphasensegmentierung an einer Magnetlegie-
rung mittels ML. Links: Poren und Oxide lassen sich unter

dem Lichtmikroskop nur schwer unterscheiden.
Mitte/Rechts: Segmentierung als Klassifikationsproblem
mit sieben Klassen (= Phasen) und drei Merkmalen. Kor-
relative Mikroskopie hilft beim Annotieren der Daten durch
bessere Unterscheidung von Poren und Oxiden im Ras-
terelektronenmikroskop.

3 Erkennung von Defekten, Inhomogenititen
und Ungéanzen in Li-lonen Batterien

Die lichtmikroskopische Untersuchung von Li-lonen
Zellen ermoglicht es verschiedene Defekte und Un-
ganzen sichtbar zu machen und stellt so ein wichti-
ges Werkzeug in der Qualitatssicherung der Zellen
dar. ML erméglicht es die Suche nach solchen Auf-
falligkeiten in den Zellen zu automatisieren. Ein bi-
narer Klassifikator kann hierzu beispielsweise mit
Texturparametern trainiert werden, welche fur jeden
Bildausschnitt berechnet werden. Die Bildaus-
schnitte selbst sind dabei mit der Information anno-
tiert, ob sich darin ein Defekt befindet oder nicht. [1]

Abb. 3 Beispiele fiir detektierte Fremdeinschliisse in
Anoden einer prismatischen Li-lonen Zelle. Rot markiert
sind die Bildbereiche, die der Klassifikator auf Basis von
Texturparametern als ,NOK" (= “Nicht OK") bewertet hat.
In linken Bild ist zudem eine Fehldetektion zu sehen.

4 Hartebestimmung von Stahl dem
lichtmikroskopischen Gefiigebild mittels
Texturparametern und kiinstlichen neuronalen
Netzen

aus

Die Messung der Harte eines Materials durch Ein-
bringung und Vermessung eines Harteeindrucks in
die Probe ist zeitaufwandig und nur bedingt zerst6-
rungsfrei. Von Fuchs et al. wurde deshalb bereits
2001 ein Ansatz zur Pradiktion der Harte auf Basis
von Haralick-Parametern vorgestellt. [3][4] Hierbei
wird ein kunstliches neuronales Netz darauf trainiert
fur die Eingabe der Haralick-Parameter die Harte fir
den Bildbereich vorherzusagen. Als Trainingsdaten
dienen Gefligebilder mit der dazu gemessen Harte.
Erweitert man die Merkmale zur Klassifikation um
Morphologieparameter, lasst sich die Genauigkeit
der Vorhersagen weiter steigern.
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Abb. 4 Pradiktion von Stahlhérte mittels Texturparame-
tern. Von oben nach unten: gro3fléchiges Gefiigebild; ge-
messene Hértewerte; Pradiktion mit Textur- und Morpho-
logieparametern; Prédiktion mit Texturparametern.

5 Ausblick

ML kann schon jetzt einen deutlichen Mehrwert fir
die Quantitative Gefligeanalyse liefern. Die vorge-
stellten Ansatze kénnen durch die Auswahl weiterer
und/oder besserer Merkmale (z.B. Texturinformati-
onen bei der Segmentierung) auf Genauigkeit und
mittels Feature Engineering auch auf Performanz
hin optimiert werden. Deep Convolutional Neural
Networks versprechen gerade in der bildanalyti-
schen Auswertung weitere Mdglichkeiten zu eroff-
nen, da sie selbststandig lernen fiir die Problemstel-
lung relevante Merkmale zu extrahieren.
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